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摘  要: 三维点云是最常用的三维场景/物体表示方法之一. 根据点云修复侧重点不同, 将基于深度学习的三维点云

修复技术划分为密集重建、补全重建和去噪重建 3 类; 详细分析了相关典型修复模型及关键技术, 如特征编码、特征

扩展和损失函数设计; 总结了常用的网络模块、点云数据集和评估准则; 最后讨论了 3 类修复技术之间的关系, 并从

旋转不变性特征提取、细节信息修复、拓扑关系保持、几何算法应用和多模态数据融合 5 个方面探讨了点云修复技

术面临的挑战及未来发展趋势. 
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Abstract: 3D point cloud is one of the most commonly used 3D scene/object representation methods. Ac-

cording to the different emphases of point cloud restoration, 3D point cloud restoration technologies based 

on deep learning are divided into three classes: dense reconstruction, complete reconstruction and denoising 

reconstruction. Typical restoration models and key techniques, such as feature coding, feature extension, and 

loss function design, are analyzed. Commonly used network modules, point cloud data sets, and evaluation 

criteria are summarized. Finally, the relationship between the three kinds of point cloud restoration tech-

nologies is discussed, and the challenges and future development trends of point cloud restoration technolo-

gies are explored from five aspects: rotation invariant feature extraction, detail information repair, topologi-

cal relationship preservation, geometric algorithm application, and multimodal data fusion. 
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三维点云是三维坐标系统中具有无序性、无连

接性的一组空间坐标点的集合 . 与多边形网格曲

面相比, 点云不需要存储和维护网格的连接性[1]或

拓扑一致性[2]. 由于其具有简单、灵活和强大的表

示能力[3-5], 因此其在文物修复、自动驾驶和机器

人等诸多研究领域得到了广泛的使用[6-8].  
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点云数据可以由三维扫描设备产生 , 如激光

雷达、立体摄像头、Kinect 和 ToF(time-of-flight)

相机等. 然而, 受采集设备固有的误差、场景物体

表面的照明或反射属性等因素的影响, 传感器采集

的点云不可避免地包含噪声和异常值[9]. 与此同时, 

采集设备有限的分辨率、硬件和计算能力的限制以

及遮挡等因素常常导致数据点稀疏甚至缺失[10-11], 

严重影响后续的曲面重建和点云分类. 因此, 有必

要对原始点云进行修复操作.  

设 X 为一组三维空间点, 且这些点位于由一

个三维传感器的单次观测或一系列观测得到的物

体观察表面上, Y 为从该物体表面均匀采样得到的

三维点集真值. 这里, X 不一定是 Y 的子集, 并且

由于 X 中的点和 Y 中的点都独立于物体基本表面, 

因此它们之间没有明确的对应关系 . 点云修复问

题可以定义为根据给定的 X 预测 Y, 其目的是通过

对点云密度的提升、形状的补全以及噪声的去除等

提高点云质量. 即对于给定点云数据集, 从知识库

中获取先验特征或学习其潜在特征 , 对所选择的

特征进行适当的变形和重构 , 重建保持几何细节

的、密集的、均匀的、完整的和干净的点云模型. 传

统的点云分析和处理主要建立在手工定义的模型

特征之上 , 只能针对特定的问题或满足特定的条

件才能有效 . 而深度学习在自然语言和图像处理

方面的成功应用 , 展示了其作为数据特征提取工

具的强大能力 . 相关深度学习技术在三维点云处

理中也得到了广泛应用 . PointNet[12] 及其扩展

PointNet++[13]是这一领域的先驱 , 实现了端对端

的三维数据特征自动提取. 同时, 它们将多层感知

器与对称聚合函数相结合 , 实现了输入排列的不

变性和扰动的鲁棒性. PointNet 和 PointNet++的出

现 , 极大地促进了基于深度学习的三维点云修复

技术的发展.  

本文立足于三维点云修复问题 , 对近年来基

于深度学习的点云上采样、形状补全和点云去噪模

型从技术层面进行了梳理和分析.  

1  相关基础网络模型 

基于深度学习的点云修复中常用的基础网络

模型包括多层感知器(multilayer perceptron, MLP)、

卷 积 神 经 网 络 (convolutional neural networks, 

CNN)、自编码器(autoencoder, AE)和对抗生成网络

(generative adversarial networks, GAN)等.  

1.1  MLP 
MLP 是一类前馈人工神经网络, 通常由一个

输入层、一个或多个隐藏层和一个输出层组成, 如

图 1 所示. 其中, 1 3L L 分别为输入层、隐藏层和

输出层 ,  1, 2,3ix i  为输入数据 , (2) ( 1, 2,3)ia i 

为 2L 层的输出数据. 由于 MLP 是完全连接的, 所

以一层中的每个节点都用一定的权值连接到下一

层中的每个节点. MLP 使用反向传播的监督学习

技术进行训练 , 根据输出与预期结果之间的误差

值改变连接权值来学习特征和目标之间的关系 . 

MLP 应用范围较广, 扩展性也强, 并且能够处理

非线性可分离的问题.  

 

 

图 1  MLP 

 
在 MLP 中, 通常使用一个非线性可微的激活

函数来模拟生物神经元的动作电位或放电频率 . 

常见的激活函数包括 Sigmoid 函数(
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1.2  CNN 
CNN 通常由输入层、卷积层、激活函数、池

化层、全连接层等组成, 如图 2 所示.  

 

 

图 2  CNN 

 

其中, 卷积层是一组平行的特征图, 特征图中

的元素通过在输入图像上滑动卷积核并进行相应

的计算得出 , 即一幅特征图共享了相同的权重和
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偏置项. 池化层一般位于卷积层之后, 是一种非线

性形式的降采样 , 可以不断地减小数据的空间大

小, 从而降低参数的数量和计算量, 在一定程度上

达到控制过拟合的目的 . 全连接层负责完成神经

网络中的高级推理. 最后, 使用损失函数评价模型

的预测值和真实值相异的程度. 此外, 在 CNN 中, 

卷积层后面常常伴随激励函数 , 它可以增强判定

函数和整个神经网络的非线性特性 , 常用的激励

函 数 包 括 修 正 线 性 单 元 (rectified linear units, 

ReLU)、双曲正切函数和 Sigmoid 函数等.  

CNN 通过局部感受野、共享权值和空间子采

样等操作实现了一定程度的平移和变形不变性 , 

共享权值的使用也减少了系统辅助泛化中参数的

数量[14], 因此 CNN 成为深度学习中常用的基础网

络模型.  

1.3  AE 
AE[15-16]属于无监督机器学习算法, 如图 3 所

示. 其目的是对一组数据学习出一种表示(也称为

表征或编码), 然后通过这种表征来重构输出. AE

通常由编码器和解码器 2 部分组成. 编码器负责将

输入压缩成潜在空间表征 , 解码器负责重构来自

潜在空间表征的输入. AE 具有数据相关性、数据有

损性和自动学习性等特点 , 常常用于数据的去噪

和降维等.  
 

 

图 3  AE 

 
1.4  GAN 

GAN[17]是一种无监督式学习网络, 通过让生

成神经网络和判别神经网络相互博弈的方式进行

学习, 如图 4 所示. 生成网络从潜在空间中随机取

样作为输入 , 其输出结果需要尽量模仿训练集中

的真实样本 . 判别网络的输入为真实样本或生成

网络的输出 , 其目的是尽可能从真实样本中分辨

出生成网络输出结果 . 而生成网络要尽可能地欺

骗判别网络 . 2 个网络相互对抗 , 不断调整参数 , 

最终使判别网络无法判断生成网络的输出结果是

否真实.  

 

 

图 4  GAN 

2  三维点云修复技术 

本节先对点云修复技术进行分类 , 然后分别

介绍并分析 3 类基于深度学习的点云修复技术.  

2.1  点云修复分类 
根据修复任务的侧重点不同 , 可以将基于深

度学习的点云修复技术划分为密集重建、补全重建

和去噪重建 3 类, 如图 5 所示[10,18-19].  
 

 

图 5  三维点云重建 
 

(1) 侧重于提升局部点云块内部点的分辨率

(密度)和分布均匀性的修复操作, 称之为密集重建

(上采样重建或超分辨率重建);  

(2) 聚焦于三维形状补全的点云修复操作, 称

之为补全重建;  

(3) 偏重于保留底层对象表面的几何细节的

同时从噪声输入中恢复一个干净点集的操作 , 称

之为去噪重建.  

2.2  密集重建 
点云表示几何形状(通常是它的表面), 每个点

至少包含欧几里得空间中的一组三维坐标 ( , , )x y z . 
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因此 , 一个物体或场景的点云可以简单表示为一

个 3N  的矩阵. 其中 N 为点的个数, 称为点云分

辨率 . 由深度相机和激光雷达传感器产生的原始

点云通常是低分辨率或稀疏的 , 同时点云分布也

是不均匀的 . 密集重建的目标是通过给定的一组

非均匀分布的、稀疏的 3N  点云坐标, 在保持目标

对象形状(潜在表面)的前提下, 输出一个密度更大

的、分布均匀的 3rN  点云. 其中, r 为上采样率.  

基于 PointNet++体系结构, Yu 等[20]首先将深

度神经网络引入点云密集重建任务中, 提出如图 6

所示 PU-Net 网络架构, 其主要包括点云块提取、

点特征嵌入、特征扩展和坐标重建 4 个部分. 首先, 

从一组已知的三维模型中通过下采样提取不同尺

度和分布的点云块; 然后, 通过层次特征学习和多

级特征聚合将原始三维坐标映射到特征空间; 最

后, 将扩充后的特征进行聚合, 并通过一组全连接

层重建为上采样点云坐标. 在训练过程中, 利用联

合损失函数约束新生成点的位置和分布. 但是, 由

于点集没有规则的结构, 点的邻域也不是固定的, 

因此邻域信息一般通过 K 近邻搜索收集, 而这种

逐层逐点的计算是相当耗时的. 同时, 下采样操作

也容易丢失几何细节信息[18]. 与 PU-Net 网络结构

相似, Wang 等[21]提出多步递进的上采样网络, 也

称为 3PU(3-step progressive upsampling), 其在多

个步骤中学习不同级别的细节 . 该网络模型随机

选取一个局部点云块作为输入 , 在真值的指导下

对点云块进行采样, 并将结果传递到下一步. 通过

逐步地训练基于点云块的端对端网络 , 将稀疏的

输入点集逐步重建为一个具有丰富几何细节的密

集点集. 但是, 基于点云块操作的密集重建结果往

往缺乏精细的几何结构. Zhang 等[22]提出了一种数

据驱动的点云上采样技术 , 将整个点云数据作为

密集重建网络的输入 , 它能够学习不同类别的点

云的潜在特征, 重建密集三维点云. 

 

 

图 6  PU-Net 点云密集重建模型[20] 

 

图卷积网络(graph convolutional networks, GCN)

是一种能对图数据进行深度学习的技术[23-24]. Qian

等[11]通过融合 GCN 和 DenseGCN[25]的特征提取器

进行三维点云特征提取, 并通过 Multi-branch GCN, 

Clone GCN, NodeShuffle 等 GCN 模块进行特征扩

展, 最后通过坐标重建得到密集的点云. 与传统的

CNN 相比, GAN 框架利用一个鉴别器隐式地学习

评价生成器生成的对象 , 这种灵活性特别有利于

生成性任务 [26-27]. Li 等 [18]的密集点云重建框架

PU-GAN 将上采样与数据修正相结合, 利用对抗

网络训练发生器从潜在空间产生丰富多样的点分

布 , 利用鉴别网络隐式地评估从发生器产生的点

集对潜在点分布的影响. PU-GAN 关注于提高上采

样点云的密度和均匀性 , 同时设计了特征提取模

块和特征扩展模块.  

2.3  补全重建 
在三维数据捕获过程中 , 有限的传感器分辨

率和物体遮挡等原因常常导致采集到的数据点是

不完全的和稀疏的 . 补全重建的任务就是从残缺

的或局部的输入数据中恢复一个完整的形状 , 其

在三维重建中有重要的价值.  

形状补全操作需要满足以下 3 个要求[28]: (1) 

保留输入点云 X 的细节; (2) 用详细的几何结构绘

制缺失的部分; (3) 在物体表面生成均匀分布的点. 

用于补全重建的神经网络结构通常由编码器和解

码器 2 部分构成. 编码器的功能是将输入的残缺点

云提取出形状特征G, 而解码器通常利用G并采用

一个由粗到细的策略恢复出完整的三维点云.  

补全重建在一定程度上可以看作带有形状校

正的密集重建过程. Yuan 等[10]提出的基于深度学
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习的点补全网络(point completion network, PCN), 

如图 7 所示. PCN 直接对原始点云进行操作, 没有

任何关于底层形状的结构假设(如对称性)或注释

(如语义类). 其网络模型包括编码器和解码器 2 部

分, 编码器使用基于 MLP 和最大池化操作的网络

模型提取输入点云的全局特征; 解码器分别利用

全连接层和折叠网络[29]获得稀疏的点云坐标和平

滑的密集点云. 与 PCN 类似, Huang 等[30]提出直接

作用于点云的多级神经网络结构 , 将输入的残缺

点云重建成完整的点云 . 由于输入点云形状不完

整, 因此在利用 MLP 进行全局特征提取时容易丢

失局部细节信息. Zhang 等[31]在 PCN 的特征编码器

中引入了一个注意力单元突出重要特征的权重 , 

然后使用基于多阶段 PCN 的多级架构解码器进行

点云重建 , 并利用基于不同分辨率的临界点集监

测不同的阶段. TopNet 模型[32]使用了一个层次结

构的树状网络进行点云形状补全 , 其不需要为输

入点集假设任何特定的拓扑结构. PF-Net 模型[33]

利用基于特征点的多尺度生成网络分层估计缺失

点云, 进一步将多阶段补全损失和对抗损失相加, 

得到更符合实际情况的缺失区域. Chen 等[28]设计

了一个基于 GAN 的点云补全网络, 其中, 生成器

负责将原始的部分点集映射为干净的和完整的点

集; 鉴别器用来鉴别生成数据集和真实数据. 类似

地, Wang 等[34]通过扩展通用 GAN 框架, 将生成器

建模为特征提取编码器和带条件的由粗到精的解

码器 , 而鉴别器用于区分生成器的输出结果是虚

假数据还是真实数据 . 该模型同时考虑局部细节

和全局形状信息 , 可以在不完整的点集中保留现

有的细节, 同时补全缺失部分. Zhang 等[35]提出了基

于分离特征聚合策略的补全重建算法, 将不同的特

征聚合起来分别表示已知部分和缺失部分, 并提出

了如图 8所示 2 种不同的特征聚合策略, 即全局和局

部特征聚合以及残差特征聚合. 同样为了弥补全局

特征带来的细节损失问题, Wen 等[36]提出了一种用

于三维点云补全的跳跃注意力网络, 主要包括用于

多层次特征提取的编码器、结构保持的解码器以及

跳跃注意力三大模块. 在使用 PointNet++提取的不

同层次特征的基础上, 跳跃注意力连接模块选择性

地将不完全点云的局部区域的几何信息传递给解码

器不同层次的折叠网络模块, 通过分层折叠网络逐

步细化局部区域来重建完整点云. 
 

 

图 7  PCN 补全重建网络结构[10] 

 

 

图 8  点云补全重建中的特征聚合策略[35] 

 

2.4  去噪重建 
三维扫描设备 (如深度相机和激光雷达传感

器)捕获的点云不可避免地包含噪声. 点云去噪的

目标是从噪声输入中恢复一个干净的点集 , 同时

保留对象表面的几何细节 . 实现这一目标的主要

技术挑战有 2 个方面[19].  

(1) 如何在不假设噪声分布的前提下适应各

种噪声;  

(2) 如何在去噪后的点集中保留几何细节(如

尖锐的边缘和光滑的表面).  

GraphPointNet模型[37]将GCN引入点云去噪中, 
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利用边缘条件卷积 (edge-conditioned convolution, 

ECC)[38]实现点云上的卷积运算. GraphPointNet 将

每个点云看作一个图 , 将点云中的每个点看做一

个节点, 它们之间的加权连接作为边. ECC 作用在

一个深度神经网络中, 对第 l+1 层的节点相关联的

特征向量进行计算, 并把它作为第 l 层节点和其邻

近节点的特征向量加权局部聚合. Duan 等[39]提出了

类似 PointNet 的神经网络构架进行三维点云去噪, 

称为神经投影去噪模型. 它利用神经网络提取的点

云特征估计噪声点云的参考平面, 然后将噪声点投

影到相应的估计参考平面上 , 对点云进行降噪处

理. 神经投影去噪模型可以去除点云噪声而无须根

据点云相邻点来估计参考平面, 也无须通过计算特

征分解来估计局部几何形状. 它可以利用局部和全

局信息进行法矢量估计, 受噪声强度和曲率变化的

影响较小. 在 PointNet 的基础上, Rakotosaona 等[40]

提出了深度学习网络框架 PointCleanNet 进行点云

去噪. 其去噪过程分为 2 个阶段: 第 1 阶段是离群

点去除, 预测点云中与每个点相关的离群点概率, 

如果概率大于某一阈值, 则认为该点是离群点, 将

它从输入点云中删除; 第 2 阶段通过估计剩余点到

原始未知曲面的位移得到最终的去噪点云. EC-Net

模型[41]中, 对于输入块(一组点云局部点)中的每个

点, 首先, 使用 PointNet++将其局部特征编码为向

量 F; 然后, 使用特征扩展机制将 F 扩展为 F, 在
此基础上, 对 F进行残差点坐标和点对边距离的回

归, 将原始点坐标与残差点坐标相加, 得到输出点

坐标; 最后, 识别边缘上的点并生成输出点云. Luo

等[42]提出的三维点云去噪模型主要包括特征提取、

可微池化和流形重构等模块, 旨在通过从微噪声扰

动的下采样点及其嵌入的邻域特征学习有噪声点云

的底层流形, 以捕获点云的内在结构. 该模型以有

噪声的点云为输入, 通过可微的池化层对低噪声点

子集进行采样; 然后根据采样点的子集重建流形; 

最后, 通过对重构流形采样得到去噪点云. 尽管一

些算法改进了去噪结果, 但它们的性能通常受到局

部接受域准确性的限制, 无法处理分散的点. 此外, 

一些模型是局部的, 没有考虑三维对象和场景中固

有的非局部自相似. Huang 等[19]引入了如图 9 所示

非局部感知(non-local part-aware, NLPA)网络结构, 

从一个含有 N 个三维笛卡尔系坐标点的噪声点云集

合上重建无噪声点集. 首先, 使用 MLP 将有噪声的

输入 编码为 F, 通过非局部学习单元(non-local 

learning unit, NLU)从F逐步提取噪声特征图F; 再

使用另一组共享的 MLP 对噪声降维; 最后, 从噪声

点云中 减去噪声位移 得到去噪后的结果 . 

 

 

图 9  NLPA 去噪重建网络结构[19] 

 

3  点云修复网络模型中的关键技术 

特征编码、特征扩展及用于神经网络训练的损

失函数等是基于深度学习的点云修复网络模型的

重要组成部分 , 其设计在一定程度上决定了模型

的最终性能 . 本节将对三维点云分析与处理中常

用的特征编码、特征扩展和损失函数等进行分析, 

并总结点云修复中常用的典型网络模块和点云数

据集.  

3.1  特征编码 
特征编码的目的是从输入点集 P(Nd)中提取

特征向量. 三维点云的特征编码是点云修复中的关

键技术, 也是三维点云分类及语义分割的基础, 近

几年涌现出了大量用于点云特征学习的深度神经网

络 , 如 PointNet[12], PointNet++[13], SpiderCNN[43], 

SplatNet[44], PointCNN[45], PointConv[46], PointWeb[47], 
DGCNN[48]和 PointSIFT[49]等.  

下面简要介绍三维点云处理技术(包括点云修

复技术)中常用的几种特征编码方法.  

3.1.1  一般编码 

在全局特征编码中, MLP 通常用于对输入点

云数据的特征编码, 最大池化操作用于将 ND 的

特征矩阵聚合, 最终将其编码成 1D 全局特征向

量, 如图 10所示. 例如, PointNet[12], PCN[10]和文献

[39]都采用 MLP 和最大池化策略进行特征编码. 

在 PointNet[12]中 , 输入数据先通过与一个预测变

换网络 (T-Net)学习到的转换矩阵相乘对齐数据 , 

保证了模型对特定空间转换的不变性; 通过多次
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MLP 对各点云数据进行特征提取后 , 再用一个

T-Net 对特征进行对齐; 最后在特征的各个维度上

执行最大池化操作得到最终的点云特征 F. PCN[10]

中, 基于 stacked PointNet 的编码器包括 2 层: 第 1

层在 ReLU 激活的情况下, 使用一个共享的 MLP

将每个点坐标转换成一个点特征向量 F, 然后, 在

所有点的特征矩阵上执行基于点的最大池化 , 得

到一个 K 维全局特征 G; 第 2 层将 G 和 F 拼接作

为一组共享 MLP 的输入, 执行基于点的最大池化

得到输入点集的特征 V.  

 

 

图 10  MLP+最大池化进行特征编码 
 

全局特征编码容易丢失局部特征信息 . 多层

次特征提取可以有效地融合不同尺度的特征 . 例

如, PointNet++[13]构建了点的层次分组, 并沿着层

次逐步抽象出越来越大的局部区域 . 该模型首先

采用迭代最远距离采样算法从输入点云中抽取 M

个点; 然后采用半径为 r 的球体、以每个选定的点

为中心捕获点云块, 从中学习不同尺度的特征; 利

用 PointNet 将可变点数转换为定长局部区域特征

NC; 经过多级操作, 最后拼接所有的特征得到特

征编码 1C. 文献[22]的特征编码器由大小为 1 的

卷积核构成的一维卷积层、批量归一化层和 ReLU

层组成, 卷积的权值和偏差由所有点共享. 在编码

器的最后一层应用最大池化生成一个潜在的特征

向量 . 神经网络浅层特征一般反映局部的小尺度

特征, 反之亦然. PU-Net[20]随机选择点云物体表面

的 M 个点, 可同时从点云块学习局部与全局的几

何信息. 从每个选定的点生成一个个曲面的小块, 

使用泊松圆盘采样算法在每个小块上随机生成 N

个点, 通过 PointNet 获得多级特征, 用插值恢复 N

个点不同层次的特征, 最后将不同尺度的特征串联

形成多尺度特征. PU-GAN[18], 3PU[21]和 PU-GCN[11]

均是使用密集连接模块来集成不同层之间的特征. 

例如 , 3PU[21]在密集块内部和块之间引入密集连

接, 如图 11 所示. 在密集块内部, 每个 MLP 的输

出如固定尺度的特征, 被传递给所有后续的 MLP; 

在密集块之间 , 每个块产生的特征被作为输入提

供给所有后续块; 通过多级密集块和密集连接最终

得到特征编码. Qian等[11]引入了基于GCN的特征编

码方法, 用一个 Inception DenseGCN 模块编码来自

DenseGCN[25]的多尺度点云特征. 
 

 

图 11  密集连接特征编码[21] 

 

3.1.2  旋转不变性特征编码 

在实际应用中 , 由于点云模型的方向通常是

先验未知的 , 现有的很多点云特征编码无法应用

于旋转形状分析. 此外, 现有的框架需要扩充大量

的数据处理旋转, 会导致不可接受的计算成本. 球

形卷积和提取标量特征是目前常用的 2 类旋转不

变特征提取方法.  

球形卷积 [50-51]实现了从连续网格中提取全局

特征的算法. Cohen 等[50]通过快速傅里叶变换求解

球面体素卷积避免过度计算. 文献[52]采用球面体

素卷积和点重采样提取每个点的旋转不变特征 , 

如图 12 所示, 以稀疏点作为输入, 通过多个球形体

素卷积层形成一个球形体素网格, 然后把这些体素

最大池化得到一个适合分类的全局特征. Poulenard

等[53]将基于球面谐波核函数和基于点的旋转不变

性网络融入点 CNN 架构中, 以保证全局形状转换

和局部旋转的不变性.  

除了基于球面思想的旋转不变特征编码方式

外 , 很多算法通过提取相对标量特征来保证旋转

不变性. Sun 等[54]提出了点投影特征算法, 即选择

输入对象的 3 个主轴, 将每个点投射到这些轴上, 

以获得一个三维特征以及向量从中心点到这点的

范数 . 因为点与所选轴的相对位置关系在旋转时

保持不变 , 最终的编码特征与输入点云的方向无 
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图 12  球形坐标下的扭曲分布[52] 

 

关. Li 等[55]将局部和全局信息构成的低阶旋转不

变量表示(距离、角度等)代替常用的三维笛卡儿坐

标作为网络输入, 并用一种基于 MLP 和区域关系

卷积的深层次网络架构将这些表示嵌入特征中.  

3.2  特征扩展  
在三维修复技术中 , 提取出点云特征后通常

要进行特征扩展, 即将 NC 维的特征扩展成 rNC

维 , 通过扩展特征空间中的特征数量达到扩展点

的数量的目的. 其中, C 为每个点的特征数目, N 为

输入点的个数, r 为提升的分辨率的倍数(上采样

率). 特征扩展模块的性能会影响最终网络的有效

性. 例如, PU-Net[20]使用了基于子像素卷积层的特

征扩展操作对提取的多层级聚合特征进行扩展 ; 

Qian 等[11]提出了基于 GCN 的 Multi-branch GCN, 

Clone GCN 和 NodeShuffle3 个点云上采样模块扩

展点云特征; 3PU[21]采用了点特征复制的方法. 由

于多分支特征扩展容易丢失邻域信息 , 而点特征

复制易于生成类似于原始点云的点云块, 因此 PU- 

GAN[18]设计了如图 13 所示上下扩展单元, 以增强

特征扩展中的特征变化 , 从而使生成器能够产生

更多样化的点分布.  

3.3  损失函数设计  
在损失函数计算中, 常用的距离函数包括 Chi- 

 

 

图 13  PU-GAN 特征扩展[18] 

squared 模型、L1 范数、L2 范数和倒角距离(chamfer 

distance, CD), 推土机距离(earth mover’s distance, 

EMD), 豪斯多夫距离(Hausdorff distance, HD)等 . 

其中, CD[56]和 EMD[57]是三维点云修复技术中最常

用的损失函数计算形式[22]. 

3.3.1  重建精度 

重建精度损失函数中常用的 2 种距离函数包

括 EMD 和 CD[22,31,34]. 三维点云修复技术希望生成

的点能和真值点云中的点位置一一匹配. 利用 EMD

函数建立生成点云 A 到真值点云 B 的双射映射, 使

A 中所有点到 B 中对应点的距离之和最小 , 即

 1 : 2
min .

i

r A B i i
x A

x x 


  其中, 为 2 个相同大

小点云 A 和 B 之间的双射映射. 

同时 , 三维点云修复技术希望生成的点都位

于目标表面上. 利用 CD 函数对于 A 中的每个点, 

求得 B 中离它距离最近的一个点, 使所有点距离

之和最小. 再对 B 中的每个点, 求得 A 中离它距离

最近的一个点, 使点距离之和最小. 二者相加作为

另外一个重建精度损失函数, 即  

2 2 2

1 1
min minr y x A

x A y B
B x y

B
y x

A  
 

    . 

为了减少噪声和异常值 , 也有文献提出了修

改版的 CD 损失函数[11,20-21]. 例如, 在 3PU[21]中, 

将 CD 损失函数重新定义为  

 

 
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2
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3.3.2  排斥损失 

排斥损失用来激励生成的点在物体表面相互远

离, 使点更均匀地分布在物体表面上. 给定一组输

出点 ix , 1,2,i N  , 排斥损失函数 c 定义 [19]为

0 ( )

1
.

N

c i i
i i K i

x x
N k


 

 
    其中, ( )K i 为点 ix A

的一组 k 邻近点的索引; 2( ) max(0, )r h r   为惩罚

权重; h 由经验值给定或某种规则计算. 通常只有

在 ix 太接近某些邻点时才进行惩罚 , 所以在实际

计算中只考虑 ix 周围几个最近的邻点. 此外, 当点

对点距离大于 h 时, 可考虑消除斥力效应[41].  

3.3.3  均匀约束 

PU-GAN[18]设计了全局和局部 2 个均匀约束

损失函数. 在生成点云集合 A中, 通过最远距离采

样等采集 M 个种子点, 在每个以 M 为中心、 r 为
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半径的球体 p 中, 归一化每个点的大小, 求得球体

p 中期望包含的点的个数 N 与球体 p 中实际包含

的点的个数 N 的差值, 作为全局均匀约束损失函

数 1e . 同时, 求得 p 中各点与其相邻点的平均距

离 d , 将球体内每个点与它最邻近点的距离 d 与

d 的距离差之和作为局部均匀约束损失函数 2e , 

将 1e 和 2e 之和作为总的均匀约束损失函数 e .  

在实际应用中 , 通常将以上全部或几种损失

函数的加权和作为最终的损失函数, 即  

.r c e   =     

其中, , , 为权重.  

此外, 还有文献使用了均方误差(mean square er-

ror, MSE)、余弦相似度的绝对值等作为损失函数[29].  

3.4  典型网络模块 
在基于深度学习的点云修复技术中 , 很多神

经网络模型常常作为子模块嵌入点云修复网络中, 

辅助网络进行特征提取或特征增强 . 常用模块包

括 PointNet, PointNet++, GCN, 折叠网络和注意力

网络等. 

PointNet 模型[12]首先将深度学习技术引入点

云处理中 , 以一组无序点作为输入自动学习用于

对象分类和分割的特征 , 并验证了它能够用于点

云数据的多种认知任务, 如分类、语义分割和目标

识别等. 由此, PointNet 或其部分结构或其扩展模

块常常应用到三维点云修复模型中作为特征提取

或特征提取的一部分[10,20,34]. PointNet++模型[13]能

够在不同尺度提取局部特征 , 通过多层网络结构

得到深层特征 , 它的多层次特征提取技术也常常

被应用到点云修复模型中[20,35-36,41]. 

GCN 是一种神经网络架构, 它可以利用图的

结构 , 以卷积的方式从邻域聚集节点信息 , 如图

14 所示. GCN 能够对不规则离散数据进行有效的

卷积处理 , 逐渐成为三维无序离散点云处理中的

研究热点 [58-59], 它也常常被用于点云密集重建和

去噪重建的特征编码中[11,37]. 

 

 

图 14  GCN 

任何三维物体表面都可以通过切割、挤压和拉

伸等特定操作转化为二维平面[29]. 基于这个思想, 

折叠网络实现了三维到二维转化的逆过程 , 即引

入隐含的二维网格约束 , 通过一个 ( 3)N N  层感

知器来重建点云结构 . 如图 15 所示 , 将输入为

1 C 的特征向量复制 m 次得到一个 m C 的特征

矩阵, 此矩阵与 t t 的方形网格中的 ( )m t t m  个

点坐标向量 2m 拼接成 ( 2)m C  的特征矩阵 , 

最后通过 3 层的感知器得到 3m 的点云. 折叠网

络由于在还原物体真实的局部几何形状方面的独

有优势 , 因此常常被应用在三维点云修复模型的

解码器中[10,31,35-36].  

 

 

图 15  折叠网络[29] 

 
基于深度学习的点云修复模型中常用的注意

力网络主要有生成权值注意力网络和非局部注意

力网络 2类. 如图 16所示, 生成权值注意力网络模

块 [31,35]为每个点特征计算权重或分数 , 旨在对异

常点或噪声等不重要的点分配较低的权值 , 对能

更有效地表征曲面形状的重要点分配较高的权值. 

典型的生成权值注意力网络将输入特征通过一组

MLP, 再结合 Softplus 等激活函数最终生成一个和

输入特征相同大小的权重向量(分值表). 通过选择

权值最大的前 n%的特征, 或者将权值向量与输入

特征相乘 , 达到突出或强化更有用特征并降低或

减少无用特征的目的. 

卷积核通常是局部的, 在基于 CNN 技术的计 

 

 

图 16  生成权值注意力网络 
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算机视觉处理任务中常常由于语义信息不足而影

响最终的处理结果. 为了增加卷积操作感受野, 受

计算机视觉中经典的非局部均值算法的启发 , 如

图 17 所示, 非局部神经网络[60]通过计算三维点云

任意 2 个位置之间的交互捕捉非局部感受野信息, 

以增强特征表示 . 此类模块被广泛应用于三维点

云处理[18-19,36].  

以图 18 所示 PU-GAN[18]中的非局部注意力网

络模块为例, 输入特征 F 首先分别通过 3 组 MLP

转换为 G, H 和 K, 然后由 G 和 H 生成注意力权值

W(W=fSoftmax(GTH)), 计算加权特征 WTK; 最后输

入特征和加权特征相加得到输出特征. 

3.5  常用数据集 
三维点云修复中常用的数据集包括 Visionair 

repository, ShapeNet, ScanNet 和 KITTI 等. 表 1 所

示为这些数据集在三维点云修复中用到的点云性

质、特点及在相关点云修复文献中的使用情况. 下

面简要介绍常用的数据集. 
 

 

图 17  非局部神经网络结构[60] 

 

 

图 18  点云修复中的非局部网络[18] 

 

表 1  点云修复中常用的数据集 

点云修复中的相关文献 
数据集 性质 点云特点 

密集重建 补全重建 去噪重建 

Visionair repository 合成 高质量, 多分辨率 PU-GAN[18], PU-Net[20]  NLPA[19] 

ShapeNet[61] 合成 规整, 带标注, 网格质量较低 Zhang 等[22], PU-Net[20] 

Zhang 等[31], Huang 等[30], 

PCN[10], Chen 等[28], 

Wang 等[34], Zhang 等[35] 

NLPA[19], Pistilli[37], 
Duan 等[39], Yu 等[41] 

ScanNet[62] 真实 带标注, 不均匀, 有噪声和空洞  Chen 等[28]  

KITTI[63] 真实 带标注, 稀疏, 不完整 PU-GCN[11], PU-GAN[18] PCN[10], Chen 等[28], 

Zhang 等[35] 
 

ModelNet[64] 合成 规整, 结构简单 
PU-Net[20], 3PU[21], 
PU-GAN[18] 

 
Pistilli 等[37], Duan 等[39], 

Luo 等[42] 

Sketchfab 合成 规整, 高分辨率 3PU[21]   

Paris-rue-Madame[65] 真实 带标注, 不均匀, 有噪声, 不完整   NLPA[19], Luo 等[42] 

SHREC15[66] 合成 规整, 需采样点集 PU-Net[20]   

Matterport3D[67] 真实 带标注, 不均匀, 有噪声和空洞  Chen 等[28]  

 
Visionair repository 数据集①中的点云相对规

整 , 包含了从光滑的非刚性物体到陡峭的刚性物

体等多种点云模型 . 使用者可以根据需要自行选

择三维模型的分辨率 . 该数据集常用于密集重建

和去噪重建神经网络模型的训练和测试[18-20]. 

ShapeNet[61]是一个大型的、信息丰富的三维模

型库, 它包含跨越多种语义类别的模型, 常用的子

集包括 ShapeNetCore, ShapeNetSem 等 . 其中 , 

ShapeNetCore 具有单个干净的三维模型和手动验

证的类别和对齐注释, 它涵盖了 55 个常见对象类

别, 约 51 300 个独特的三维模型. ShapeNetSem 是

一个更小的、注释更密集的子集, 由分布在更广的

270 个类别中的 12 000 个模型组成. 此数据集常用

于点云修复深度网络模型的训练和测试. 

ScanNet[62]是一个 RGB-D 数据集, 包含了在

707 个不同空间中捕捉的 1 513 个场景的 2.5 万个 
 

                    
① http://www.infra-visionair.eu 
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视图, 以及对应的三维摄像机姿态、表面重建以及

语义分割标注. 

KITTI[63]包含使用了多种传感器模式采集的

市区、乡村和高速公路等场景的真实点云数据, 记

录了 10~100 Hz 下 6 h 的交通场景. 视图包括各种

程度的遮挡与截断, 数据集分为“道路”“城市”“住

宅”“校园”“人”. 对于每个序列 , 它提供了原始数

据以及三维包围框形式的对象注释和校准文件 , 

常用于密集重建及形状补全[10,18].  

ModelNet 数据集[64]由普林斯顿视觉与机器人

实验室于 2015 年发布, 包含了 662 种目标分类, 

127 915 个 CAD 模型, 以及 10 类带方向标记的数

据. 此数据集常用于三维形状分类及检索, 在点云

修复中也常用于点云密集重建和去噪重建深度网

络模型的测试[20,39]. 

Sketchfab①是一个发布、分享、发现、买卖三

维、虚拟现实和增强现实相关内容的平台, 用户可

以选择根据知识共享协议下载三维模型文件 . 由

于其中的点云模型质量较高 , 常常用于点云修复

模型的训练和测试[18-20]. 

Paris-rue-Madame[65]是来自 rue Madame 的公

共三维标记数据集 , 它包含了使用移动激光扫描

系统扫描得到的 160m 长的街道段物体点云, 带有

点三维坐标、反射率、对象标签和对象类. 其类别

包括建筑物、地面、汽车、摩托车、行人和交通标

志等, 可用于基准城市检测、分割和分类等, 在点

云修复中主要用作模型测试[19,42]. 

SHREC 是 Eurographics 举办的每年一届的三

维模型检索大赛 . 其中 , SHREC15[66]数据集包含

了 50 个类别的 1 200 个三维三角网格模型. 同一类

别的 24 个模型都是由一个原始的三维网格通过实

现各种姿态转换而生成. 例如, PU-Net 从每类中随

机选择一个模型对点云修复网络模型进行测试[20]. 

三维室内场景数据集 Matterport3D[67]包含 90

个建筑物的 194 400 幅 RGB-D 图像、10 800 幅全景

图像和 24 727 520 个纹理三角面, 并给出了对应的

彩色图、深度图、全景天空盒、纹理网格、区域布

局和类别以及语义分割 . 由于此数据集中点云不

均匀, 且含有噪声和空洞, 因此 Chen 等[28]在此数

据集上进行了补全重建. 

以上数据集中的合成点云模型往往质量较高, 

在点云修复中通过这些数据模型提取低分辨率的

点、或生成部分点云、或加入高斯噪声等生成待修

复点云, 与原始点云(真值)一起作为点云修复网络

模型的训练集和测试集 . 而真实点云数据集由于

存在稀疏、残缺或噪声等问题, 并且缺乏真值, 因

此常常用来对已训练好的模型进行测试. 

4  实验结果与评估对比 

本节介绍几种常用点云修复质量评估方法 , 

并给出几种经典点云修复网络模型的评估对比.  

4.1  常用度量评估方法 
点云修复质量常用的评价函数包括均值[41]、均

方根[41]和 MSE[29], CD[56], EMD[57], NUC(normalized 

uniformity coefficients)[20], P2F(point-to-surface)[11,18], 
FPD(Fréchet point cloud distance)[34], RMSD(root 
mean square distance-to-surface)[40], C2C(cloud-to-
cloud), HD 等. 其中, 集合 A 到集合 B 的 HD 是一

个极大极小函数, 定义为 

HD( , ) max{min{ ( , )}}.
y Bx A

A B d x y



 

FPD 计算点集特征空间中真实高斯测度和伪

高斯测度之间的 2-Wasserstein 距离, 即  

 
1

2
2

2
FPD( , ) tr 2 .A B A B A BA B

 
     

 
m m      

其中 , m 和  分别代表均值和协方差矩阵 ; tr( )

表示矩阵对角元素之和.  

MSE, RMSD 和 C2C 分别定义为  

2

2
,

1
MSE( , )

x A y B

A B x y
N  

  , 

2

2
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
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   

  
   

4.2  结果评估 
本节给出了部分密集重建、补全重建和去噪重

建模型的量化结果.  

(1) 密集重建 . 数据集来自 PU-GAN[18]中的

147 个三维模型, 包括从简单模型(如 20 面体)到复

杂精细模型(如雕像), 随机选取 120 个模型进行训

练 , 其余模型进行测试 . 结果如表 2[11]所示 . 与

PU-Net[20]相比, 3PU[21], PU-GAN[18]和 PU-GCN[11]

在 CD 和 HD 度量上取得了较好的效果. 

                    
① https://sketchfab.com 
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表 2  密集重建模型比较[11] 

103×输入稀疏点云数 256 103×输入稠密点云数 1024 
网络模型 

CD HD P2F CD3 HD P2F 

PU-Net[20] 2.461  14.370  13.099  0.720  8.940  6.840  

3PU[21] 2.177  12.672  10.328  0.490  6.110  3.960  

PU-GAN[18] 2.072  16.592  8.055  0.280  4.640  2.330  

PU-GCN[11] 1.973  11.786  9.591  0.254  1.821  2.935  

 
(2) 补全重建. 数据集采用 ShapeNet 数据集, 

训练集包含 28 974 个不同的模型, 对飞机、橱柜、

汽车、椅子、灯、沙发、桌子和船 8 类点云模型的

测试结果如表 3[31]所示, 其度量为 CD×104. 根据

量化结果可以看出, MSPCN w/ MVCS 优于其他形

状补全重建模型. 
 

表 3  补全重建模型定量比较(CD×104)[31] 

点云模型 
网络模型 

飞机 橱柜 汽车 椅子 灯 沙发 桌子 船 
平均 

FC[12] 5.70 11.02 8.78 10.97 11.13 11.76 9.32 9.72  9.80 

Folding[30] 5.97 10.91 9.32 11.20 12.02 11.53 9.37 9.82 10.02 

PCN[10] 5.51 10.62 8.68 11.00 11.34 11.68 8.59 9.67  9.64 

TopNet[32] 5.85 10.78 8.84 10.80 11.15 11.41 8.79 9.29  9.62 

MSPCN w/ MVCS[31] 5.59 10.39 8.79 10.78 10.72 11.19 8.42 9.28  9.39 

 
(3) 去噪重建. 测试了 ShapeNet 中添加了白

噪声的 10 个点云模型(标准差 0.02  ), 结果如表

4[37]所示, 其度量为 C2C×103. GraphPointNet 结果优

于 GLR 和基于深度学习的 PointCleanNet 等模型. 
 

表 4  去噪重建模型定量比较(C2C×103)[37] 

点云模型 
网络模型 

飞机 长凳 汽车 椅子 灯 枕头 步枪 沙发 扬声器 桌子 

GLR[68] 7.470 7.329 7.383 7.748 7.990 7.637 7.268 8.005  7.874 7.264

PointCleanNet[40] 6.253 6.481 8.754 7.722 6.393 7.274 5.563 8.960 10.561 8.348

GraphPointNet[37] 5.491 5.422 6.774 6.691 5.353 5.407 5.855 7.039  7.011 6.865

 

5  讨论与展望 

点云修复技术旨在修复三维传感器等采集到

的稀疏的、不完整的、带噪声的和不均匀的数据, 

重建高质量的点云 . 目前出现的很多技术可以根

据修复任务构建有效的深度学习网络进行点云重

建, 如密集重建、补全重建和去噪重建. 本文全面

总结了近年来相关三维点云修复技术的研究进展. 

需要注意的是, 3 种修复技术之间没有明显的边界, 

有的可能涵盖了其中修复性重建技术中的 2~3 种. 

例如, 在点云补全修复中, 不完整点云常常伴随着

稀疏或低分辨率问题 [10], 所以修补点云形状的同

时也要完成密集重建. 对于这种多任务处理, 点云

补全修复模型在第 1 阶段首先对输入 N3 的点云进

行特征提取, 主要有使用 MLP 和最大池化策略[30-31], 

并伴随特征的复制或拼接; 以及使用 PointNet++

进行多层特征编码[35-36]. 第 2 阶段的解码操作首先

通过 MLP 等模块完成由第 1 阶段得到的特征向量

向点云三维坐标点的转换 , 并通过折叠网络等模

块进行细化和上采样等重建操作 , 最后输出大小

为 rN3 的完整、均匀的高分辨率点云. 通过补全

重建, 输入点云缺失部分得到了补全, 稀疏部分的

密度得到了提升 , 并通过损失函数确保没有或尽

量减少噪声点的产生. 

虽然基于深度学习的点云修复技术取得了很

大的成功, 但是仍然面临很多的问题和挑战. 第一, 

如何保持输入数据旋转不变性 . 其中一个普遍的

问题是输入点云数据的旋转不变性得不到有效的

保证, 即同一点云和它任意旋转后的点云会提取到

不同的形状特征, 由此会导致对任意方向的推广效

果很差. 虽然现在出现了很多三维点云旋转不变特

征的提取算法(如第 3.1.2 节所述), 但仍然有待进一
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步融入基于深度学习的三维点云修复技术中.  

第二, 如何修复或保持点云模型的细节信息, 

如边缘、角点等尖锐特征和空洞等. 与点云真值相

比, 大多数技术修复点云的局部细节能力欠缺, 如

图 19 所示. 在现有的基于深度学习的点云修复技

术中 , 重点考虑细节特征保持的技术还很少 . 其

中 , EC-Net[41]通过基于深度学习的边缘感知算法

增强点云边缘信息 , 保证了点云边缘细节特征的

修复. 此外, 精确修复三维点云的内部空洞也是目

前三维点云修复技术的挑战, 如图 20 所示. 因为

在修复技术中 , 点云往往被设计成一个局部均匀

分布的点云 , 仅靠损失函数很难完成空洞的准确

修复 , 需要研究更好的基于输入密度的上采样及

细节保持算法, 以提高重建精度. 总之, 如何充分

地利用已知信息进行细节信息的保持或修复 , 仍

是点云修复中需要进一步研究的重点. 

 

 
 a. 输入点云 b. PU-Net[20] c. 3PU[21] d. PU-GAN[18] e. PU-GCN[11] f. 点云真值 

图 19  不同网络模型对部分三维点云修复结果[11] 

 

 
 a. 输入点云 b. PU-Net[20] c. 3PU[21] d. PU-GAN[18] e. PU-GCN[11] f. 点云真值 

图 20  不同网络模型对鸟巢三维点云修复结果[11] 

 

第三 , 如何在进行点云修复的同时保持其拓

扑关系 . 这里的拓扑是指点云所表示的物体形状

本身的结构 , 或构成物体形状的基本图元在空间

上的位置关联. 提取拓扑特征, 重建点云物体的拓

扑关系, 是点云修复的重要任务. 例如, Tagliasac-

chi 等[69]提出了一种从不完整或残缺的点云中提取

完整的曲线骨架的方法捕获待修复点云的拓扑信

息 , 并开发了骨架驱动的点云补全方案完成残缺

点云的形状补全. 在基于深度学习的点云处理中, 

Chen 等[70]提出了基于图拓扑推理和过滤的深度无

监督学习网络模型重建紧凑点云 , 将拓扑关系的

重建融入基于深度学习的点云修复技术中 , 这是
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提高点云修复准确率的重要途径之一.  

第四, 如何与传统几何算法相结合, 促进三维

深度学习效果. 在三维点云处理中, 有效地运用几

何信息能突出数据中的特定特征, 增强数据表示. 

如在传统的点云处理技术中, Alexa 等[71]利用切空

间的沃罗诺伊图进行点云上采样; Sarkar 等[72]使用

基于网格四边形定位的局部块形状编码算法进行

点云物体表面区域修复; Lu 等[73]提出一种基于高

斯混合模型的局部最优投影算法 , 结合输入点云

的法线信息进行基于特征保持的点云去噪. 但是, 

传统点云修复技术往往过度依赖先验和假设 , 无

法很好地泛化处理不同的输入; 而基于深度学习

的点云处理技术具有很强的自动学习能力和泛化

能力, 但缺乏物体表面局部特征信息的有效表达. 

因此 , 基于深度神经网络的三维点云处理技术开

始与传统几何算法相结合. 例如, Qian 等[74]提出的

PUGeo-Net 将离散微分几何融入深度学习中, 以

更好地表达点云局部几何特征 . 将传统算法与深

度学习技术相结合, 通过优势互补增强物理理解, 

提高点云修复效果, 既是挑战, 也是三维点云修复

技术的发展趋势.  

第五, 如何利用颜色、法向等信息辅助三维点

云修复. 多模态数据融合能有效地丰富特征表示, 

提高基于深度学习的数据处理效果 [75]. 近年来 , 

颜色、深度和边缘等多模态特征在 RGB-D 图像相

关的重建技术中已经得到了广泛应用 . 例如 , 

Zhang 等[76]以 RGB 图像为输入, 从二维图像颜色

信息中预测表面法线和边缘信息 , 这些信息最终

与 RGB-D 相机提供的原始深度观测数据相结合, 

通过深度神经网络完成深度图的修复. Qiu 等[77]将

RGB 图像和其对应的稀疏深度图像作为一个深度

神经网络模型的输入 , 综合运用颜色信息和生成

的法向量信息, 以及学习到的置信模板, 重建完整

密集的深度图 . 此类重建技术为广义上的三维点

云重建提供了新的思路 , 即将多模态特征融合技

术拓展到更普遍的三维点云深度学习中 , 辅助点

云坐标信息进行点云修复 , 也必将是能有效地提

高点云修复效果的一个新的研究热点. 

6  结  语 

高质量的三维点云修复对基于三维点云的后

续处理, 如准确的形状分类、物体检测和语义场景

分割等有重要影响 . 随着人工智能技术的不断发

展, 基于深度学习的新型神经网络模型不断涌现, 

三维点云修复技术也必将迎来更进一步的突破和

发展. 
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